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Preface

It is no longer necessary to emphasize that computer
science is omnipresent today. Terms as digitalization,
Industry 4.0 etc. are frequently heard in the mass media
and are becoming a part of our everyday life. The rapid
advances in computer science require a large investment
in research and development. In particular, it is impor-
tant to educate young scientists, which is one of the
objectives of the StuCoSReC conference.

In front of you is the proceedings of the fifth Stu-
CoSReC conference. The StuCoSReC is intended for
masters & PhD students to show their research achieve-
ments. Socializing is also important and the confer-
ence is an excellent opportunity for students to get to
know each other. The conference connects students of
computer science and goes beyond the invisible limits of
faculties. The uniqueness of StuCoSReC conference is
that it is organized each year by different higher educa-
tion institution. The University of Ljubljana - Faculty
of Computer and Information Science is proud to host
the conference this year.

Twelve papers addressed this conference, covering sev-
eral topics of the computer science. All the papers were
reviewed by two international reviewers and accepted
for the oral presentation.

ref. prof. dr. Nikolaj Zimic
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POVZETEK

V nasem delu smo se osredotocili na klasifikacijo poslovilnih
pisem samomorilcev. Pozornost smo posvetili na razpoznavo
pristnih pisem te narave, od pisem, ki to niso, oz. so le-ta la-
Zna. S pomocjo procesiranja naravnega jezika in algoritmov
strojnega ucenja zelimo doseci, da se pristna pisma v vecini
lo¢ijo od laznih. Implementirali smo program v program-
skem jeziku Python, pripravili korpus in izvedli nadzorovano
strojno ucenje. Pisma smo Kklasificirali z metodami: Deci-
sionTreeClassifier, SVC, GaussianProcessClassifier, AdaBo-
ostClassifier, KNeighborsClassifier, RandomForestClassifier,
MLPClassifier, GaussianNB in QuadraticDiscriminantAna-
lysis. Najboljse rezultate smo dosegli z odlo¢itvenim dreve-
som, kjer smo dosegli 68% natancnost.

KLJUCNE BESEDE

klasifikacija samomorilskih pisem, procesiranje naravnega je-
zika, odloCitvena drevesa

1. UVOD

Zaradi samomora vsako leto umre ve¢ kot 800.000 oseb (v
Sloveniji ve¢ kot 300), priblizno 25-krat toliko pa jih samo-
mor poskusa narediti [14][11]. Velikokrat, ko vidimo samo-
morilen zapis, smo v dilemi ali ta oseba misli resno ali pa
je to poizkus iskanja pozornosti [7]. Nekatera pisma so tudi
lazna - na primer pri umorih, kjer bi zelel storilec prikazati,
da je zrtev storila samomor. Posledi¢no je njihova klasifika-
cija pomembna za preventivo ter za razreSevanje morebitnih
nejasnosti.

Za samo izvedbo klasifikacije smo najprej potrebovali pristna
pisma samomorilcev ter lazna pisma. Korpus pristnih pisem
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smo pridobili s spletnih strani [12, 3, 6, 4], lazna pa smo se-
stavili sami. Vsa pisma so v angleskem jeziku. Uporabili smo
63 pristnih in 19 laznih pisem. Postopek analize pisem je po-
tekal v veC korakih. Prvi izmed njih je bilo predprocesiranje
besedila, kjer smo kot rezultat dobili preciséeno besedilo (tj.
samo standardni znaki, brez simbolov in lo¢il). Nato smo
izvedli oblikoslovno oznacevanje besed in povezavo kljuénih
besed s posameznimi koncepti iz tega podroc¢ja. Naredili smo
statistiko posameznih pisem (povpreéno Stevilo besed ipd.).
Izvedli smo tudi teste berljivosti, kateri so izracunali dve
razlicni metriki. Tudi te smo uporabili pri strojnem ucenju.
Dodatno smo opravili tudi analizo ¢ustev, nato pa vse rezul-
tate zdruzili v datoteke CSV. Te so bile osnova za gradnjo
odlocitvenih dreves pri strojnem ucenju. Uporabljeno je bilo
nadzorovano strojno ucenje. Rezultati eksperimenta so poka-
zali, da je uporabljen pristop uspesno lo¢eval med pristnimi
in laznimi pismi.

2. SORODNA DELA

V élanku [10] so avtorji uporabili 66 poslovilnih pisem, od
katerih je bilo 33 pristnih in 33 laznih. V raziskavi je prisos-
tvovalo 11 strokovnjakov s podroc¢ja mentalnega zdravja in
31 psihiatrov pripravnikov. Zbrana mnenja so primerjali z 9
algoritmi strojnega ucenja:

e LMT,

e LinSMO,
e Descision,
e JRip,

e NB,

e PART,

o J48,

e Logistic,

e IB3in

e OneR.
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Kombinacija dolo¢enih algoritmov je v povprecju dala 78%
natanénost. Specialisti izbranega podrocja so dosegli 63%
natanénost, pripravniki pa zgolj 49% natancnost pri locevanju
pisem.

V ¢lanku [2] so naredili $tudijo vsebine samomorilskih pi-
sem ljudi, ki so samomor skusali storiti ter druge skupine
ljudi, ki je samomor dejansko storila. Studijo so izvedli s
programom za tekstovno analizo, kateri uporablja jezikovno
povpradevanje in Stetje besed (angl. Linguistic Inquiry and
Word Count).

Clanck [1] opisuje studijo samomorilskih pisem iz Mehike.
Preucevali so vzorec 212 samomorov, kjer je 106 oseb napi-
salo poslovilno pismo, ostalih 106 pa tega ni storilo. Ugoto-
vili so, da se osebnostne lastnosti tistih, ki poslovilna pisma
napiSejo in tistih oseb, ki jih ne, pretirano ne razlikujejo.

3. PRIPRAVA BESEDILA

3.1 Predprocesiranje
Ko smo pripravili korpus s poslovilnimi pismi samomoril-
cev, je bilo le-te potrebno pripraviti za nadaljnjo uporabo.
Iz pisem smo odstranili locila, Stevilke ter vse ostale nestan-
dardne znake. Pri predprocesiranju besedila smo prav tako
pretvorili velike ¢rke v male.

Algoritem 1: Priprava besedila.

Input : neobdelano besedilo (besedilo)
Output: obdelano besedilo (izhod)
for znak in besedilo do
if znak=JE_CRKA() then
if znak= JE_VELIKA() then
DODAJ_V_IZHOD(SPREMENI_V_MALO(znak))
else
DODAJ_V_IZHOD (znak)
end
else if znak=JE_PRESLEDEK() then
DODAJ_V_IZHOD (znak)
else if znak=JE_ OPUSCAJ() then
DODAJ_V_IZHOD(znak)

end
end

3.2 Oblikoslovno oznacevanje

Za meritve povprecij in ostalih statisti¢cnih podatkov smo
naredili oblikoslovno oznacevanje (angl. parts of speech tag-
ging), kjer smo implementirali tokenizacijo in oznaéili besede
glede na pomen v povedi. Vsaki besedi se je po zagonu algo-
ritma dodala oznaka, katera nam je povedala za kaksno vrsto
besede gre. Uporabili smo knjiznico NLTK [8]. Bila je do-
dana podpora za veénitno delovanje, ker je lahko proces na
velikih korpusih ¢asovno zelo potraten. Metoda z ve¢nitnim
delovanjem rezultatov ne shranjuje v spremenljivke v po-
mnilniku, temve¢ jih v datoteke na trdem disku.

Po uspe$ni implementaciji algoritma smo sesteli vse poja-
vitve oznak ter naredili slovar povpre¢nih pojavitev dolo¢enih
oznacb. Torej, koliko glagolov, loc¢il, samostalnikov itd., vse-
buje povpretno pismo. Nato smo seznam oznacb normali-
zirali na omejen nabor znack. Pridobili smo tudi statistiko
za vsako posamezno pismo, kjer ohranimo podatek, kateri
slovar pripada kateremu pismu.

Ljubljana, Slovenia, g October

3.3 Test berljivosti

Nad korpusom smo izvedli testa berljivosti po Flesch in
Flesch-Kicaidovi metodi. Ocena berljivosti besedila (angl.
Flesh score) smo izracunali po enacbi (1), kjer RE pred-
stavlja enostavnost branja (angl. readability ease).

RE = 206,83 — (1,015 « ASL) — (84,6« ASW) (1)

V enacbi (2) ASL predstavlja povpreéno dolzino stavka (angl.
average sentence length).
stBesed
ASL = —— 2
stStavkov 2)
V enacbi (3) ASW predstavlja povprecno stevilo zlogov na
besedo (angl. average number of syllables per word).

stZlogov
stBesed (3)
Vigji je RE (ocena berljivosti besedila) manjsa je kompleks-
nost besedila. Metoda vrne oceno berljivosti besedila (angl.
readability score), katera je realno stevilo med 0 in 100,
vendar pa zaradi napak v formatiranju lahko pride do od-
stopanja. Ta odstopanja smo normalizirali na pri¢akovane
vrednosti. Flesch-Kinicaid metoda nam pove nivo berljivosti
besedila in se izraCuna po enacbi (4), kjer TW predstavlja
Stevilo vseh besed (angl. total words), TS je Stevilo vseh
stavkov (angl. total sentences) in TSYL stevilo vseh zlo-
gov (angl. total syllables). Pricakovan rezultat je decimalno
Stevilo med 0 in 13, katero sovpada s povpreénim nivojem
berljivosti v Solskih razredih v Zdruzenih Drzavah Amerike.
Zaradi zahteve po Stevilu besed v stavkih, smo teste bral-
nosti izvajali na osnovnem - neprocesiranem besedilu [13].

™ TSYL
RL—O,39*(TS W
Vrednosti RE in RL smo vkljuéili v datoteko CSV.

ASW =

)+ 11,8 ( )—15,59  (4)

3.4 Analiza Custev

Za uspesno delovanje algoritma smo potrebovali tudi analizo
custev. Ta nam iz vsakega pisma izlus¢i emocije, ki se jih da
razpoznati na podlagi zapisanega besedila. Pri analizi smo
si pomagali z modulom WNAffect [5]. Procesirano besedilo
smo vstavili v funkcijo in kot rezultat dobili slovar ¢ustev, ki
se pojavijo v besedilu ter vsoto njihovih magnitud. Na koncu
smo iz vseh obdelanih pisem in pridobljenih unikatnih ¢ustev
ro¢no generirali stati¢ni slovar vseh emocij.

Algoritem 2: Pridobivanje Custev.

function GetEmotion (besedilo);
Input : oznaceno besedilo (besedilo)
wna=WNAffect()
for znacka in besedilo do
if znacka != LOCILO then
custva=PRIDOBI_CUSTVA()
if custvo != NONE then
return (znacka, custvo, stopnja)

end
end
end

4. ZDRUZITEV REZULTATOV FUNKCIJ

Ko smo implementirali vse omenjene funkcije, smo morali
rezultate zdruziti ter jih pripraviti za strojno ucenje. Rezul-
tate smo zato zdruzili v datoteke CSV. V prvo izmed datotek
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X[23] == K.5
gt = 0,544
samples = 77
valse = [17, 60]
T:L;/ \:.HL‘H.'
X[45] == 0.02 X[1] == 0u03
gini = 0,159 gini = 0487
samples = 46 samples = 31
valse = [4, 42] value = [13, 18]
/ r / \

X[15] == 0.216 X[18] == 0.4 X[21] == 84.256 X[13] == 0016
gmi= 0089 gini = 0444 gini = 0.291 gini = 0408
samples = 43 samples = 3 samples = 17 samples = 14

valoe = [2, 41] value = [2, 1] vaboe = [3, 14] value = [10, 4]

. / \ I\, .

X371 i g;lﬁ“‘ gimi= 0.0 zini = 0.0 gii = 0.0 X[3] == ‘mj“ i = 0.0 X[45] 5 ﬁ”,{:“
}ﬂ';_lﬁ'_ a2 samples = | samples = | samples = 2 '\.;ELT:llp_b:'\-— 5 samples = 12 Hﬁ:‘:;ﬁ__‘ht 'i',_.
vakie = [1, 41] value = [1, 0] value = [0, 1] valoe = [2, 0] value = [3,2] valoe = [, 12] value = [10, 2]
gini = 0.0 gini = 0.0 gini= 0.0 gini = 0.0 (il = 0 103 gini = 0.0
samples = 41 samples = | samples =2 samples = 3 5 . b.— 1 samiples = |
vahse = [0, 41] value = [ 1, ] value = [0, 2] valse = [3, 0] f:tf-[m. 3 value = [0, 1]
— / X[12] == 0.126
gmi = (L0 [y}u =05
samples =9 samples = 2
valse = [9, 0] '.:.uh.u—[l. l_]
gini = 0.0 gmi= 0.0
samples = | samples = |
value = [0, 1] vale = [1, 0]

Slika 1: Generirano odloéitveno drevo.

robnejsi rezultati Stirih najuspesnejsih pa so predstavljeni v
poglavju 5.1:

smo po vrsticah shranili imena pisem, oznake, ocene ter nivo
bralnosti in statistiko (St. besed, §t. stavkov, itd.) za vsako
posamezno pismo.

V drugo datoteko smo shranili skupna povprecja vseh prist- ¢ DecisionTreeClassifier(max_depth=5),

nih in nepristnih pisem za vsakega izmed klasifikacijskih at- e SVC(kernel="linear”, C=0,025),
ributov posebej. Omeniti je potrebno, da so posamezne vred-
nosti, kot na primer: znacke oblikoslovnega oznacevanja in o GaussianProcessClassifier(1,0 * RBF(1,0)),

magnitude posameznih ¢ustev, normalizirane s Stevilom be-
sed v besedilu. Tabela 1 prikazuje del datoteke povprecja.csv,
ki vsebuje povprecja atributov. e KNeighborsClassifier(3),

e AdaBoostClassifier(),

v [ ] —_ =

5. NADZOROVANO STROJNO UCENJE SVOlgamma=, C=1)
Ko smo pripravili datoteki CSV smo se morali odlo¢iti ka- e RandomForestClassifier(max_depth=5, n_estimators=10,
tero vrsto strojnega ucenja bomo uporabili. Uporabili smo max features=1),
nadzorovano strojno ucenje in zgradili odlo¢itveno drevo, o MLPClassifier (alpha=1)
prikazano na sliki 1. ’

e GaussianNB() in
Za generiranje odlocitvenega drevesa smo uporabili knji-
znico sklearn [9], katera lo¢i bazo klasifikacijskih podatkov
na uéno in testno mnozico ter na dva vektorja klasifikatorjev.

QuadraticDiscriminant Analysis().

S pomocjo teh spremenljivk smo nato generirali napovedni
model. Iz napovednega modela pa izracunali preciznost, pri-
klic in mero F1.

Skupno smo uporabili deset razlicnih klasifikatorjev, pod-

5.1 Rezultati

V sledecih tabelah so prikazani rezultati klasifikacije z upo-
rabo razliénih klasifikatorjev. Rezultati so bili izra¢unani iz
povprecja 10.000 instanc klasifikacije, kjer se je vsaki¢ na-
kljuéno izbralo 95% pisem za ucno in 5% pisem za testno
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Tabela 1: Povprecne vrednosti atributov, ki jih upo-
rabimo pri strojnem ucenju.

Pristna pisma Nepristna pisma

Ocena berljivosti 85,14 84,35
Nivo berljivosti 4,40 5,38
MD 0,02 0,02
PRP 0,04 0,05
RB 0,06 0,07
NN 0,18 0,19
VBP 0,06 0,07
JJ 0,09 0,09
IN 0,09 0,10
DT 0,08 0,6
Stevilo besed 79,59 173,42
Stevilo zlogov 94,24 209,79
Stevilo znakov 304,98 691,32
Stevilo povedi 7,37 14,05
Upanje 0,02 0,00
Ljubezen 0,05 0,02
Obup 0,01 0,00
Sreca 0,01 0,00
Nejasnost 0,01 0,00
Spokojnost 0,02 0,00
Zatudenje 0,02 0,01
Sproséenost 0,01 0,00
Zgrozenost 0,01 0,00
Zalost 0,01 0,01
Odpuscanje 0,01 0,00
Dobrohotnost 0,01 0,00
Stiska 0,01 0,00
Gotovost 0,01 0,00
Strah 0,01 0,00
Naklonjenost 0,01 0,00

mnozico. Instanca v naSem primeru predstavlja naklju¢no
razdelitev pisem na uéno in testno mnozico (iz nabora vseh
pisem - pristnih in laznih). Prikazani so rezultati preciz-
nosti in priklica za posamezen razred, kot tudi povprec¢ne
vrednosti. Za mero F1 so izraCunane povprec¢ne vrednosti.
Za tovrsten pristop testiranja smo se odlocili zaradi majhne
ucne mnozice.

Za najboljsi klasifikator se je izkazala metoda odlocitvenih
dreves (angl. decision tree classifier), katera je dosegla 68%
natancnost, ostale metrike pa so prikazane v tabeli 2. Za
izraCun povprecja je bilo v vseh tabelah uporabljeno makro
povprecje. Tudi metoda AdaBoost se je izkazala kot zelo
natanc¢no, vendar je imela malenkost nizjo vrednost priklica.

Pri nasem testiranju se je tudi izkazala kot bistveno pocasnejsa,

kot metoda odlocitvenih dreves.

Rezultati klasifikatorja SVC z linearnim jedrom so zapisani v
tabeli 3, klasifikatorja GaussianProcess v tabeli 4 in rezultati
klasifikatorja AdaBoost v tabeli 5.

Po analizi klasifikatorjev smo odlo¢itveno drevo Se grafiéno
predstavili v formatu PDF. Po pregledu korenov smo ugo-
tovili, da izlo¢anje dolocenih atributov vrne boljSe rezultate.
Najboljse rezultate smo dosegli pri izlo¢itvi atributov za ste-
vilo znakov, besed in ¢rk. Preciznost je bila izboljsana za 4%,

priklic za 6% in mera F1 za 5%.

Tabela 2: Rezultati klasifikatorja DecisionTree.
preciznost priklic mera F1

nepravilna 0,52 0,50 0,49
pravilna 0,84 0,89 0,85
skupno povprecje 0,68 0,70 0,67

Tabela 3: Rezultati klasifikatorja SVC.
preciznost priklic mera F1

nepravilna 0,27 0,27 0,27
pravilna 0,77 1,00 0,86
skupno povprecje 0,52 0,63 0,56

Tabela 4: Rezultati klasifikatorja GaussianProcess.

preciznost priklic mera F1

nepravilna 0,38 0,34 0,35
pravilna 0,80 0,94 0,85
skupno povprecje 0,59 0,64 0,60

Tabela 5: Rezultati klasifikatorja AdaBoost.
preciznost priklic mera F1

nepravilna 0,51 0,50 0,49
pravilna 0,84 0,89 0,84
skupno povprecje 0,68 0,69 0,67
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6. ZAKLJUCEK

V tem delu smo se osredotocili na klasifikacijo samomoril-
nih pisem. Program pisma analizira postopoma. Najprej nad
korpusom izvedemo predprocesiranje besedila, da dobimo
Cisto besedilo (same male érke, brez ostalih znakov). Nato
se izvede oblikoslovno oznacevanje besed in statistika posa-
meznih pisem. Opravili smo tudi test berljivosti besedila, ki
ga uporabimo pri strojnem uéenju. Analiziramo tudi Custva,
nato pa vse skupaj zdruzimo v datoteko CSV in izvedemo
nadzorovano strojno ucenje.

Kot je razvidno iz rezultatov smo zadani projekt razpoz-
nave pristnih poslovilnih pisem uspesno izvedli. Po podat-
kih avtorjev ¢lanka [10] so strokovnjaki s podrocja psiholo-
gije dosegli 63% natancénost, medtem ko nasa metoda vraca
rezultate z 68% natanénostjo.

Tukaj je pomembno opozoriti, da v nasem ¢lanku nismo upo-
rabili istega nabora pisem, kot so ga avtorji prej omenjenega
clanka. Posledi¢no rezultatov nasih eksperimentov ni mogoce
neposredno primerjati z rezultati v sorodnih ¢lankih. Pri-
dobitev pristnih in laznih pisem, ki ustrezajo pogojem, je
izredno zapleteno opravilo, pri katerem bi za vecjo zaneslji-
vost pri zagotavljanju norm potrebovali ustrezno usposobl-
jene osebe, ki bi obenem imele dostop do tovrstnih arhivov.

V prihodnosti bi lahko metodo razsirili tako, da ne bi bila
omejena samo na angleski jezik. IzboljSave bi tudi prinesla
veCja mnozica pisem in dodatne metode za ocenjevanje struk-
ture besedila.
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